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Algoritmo detector de nivel de clorofila tipo Ay B en las hojas a partir de una red
neuronal convolucional

Algorithm to detect the level of chlorophyll type A and B in the leaves from a
convolutional neural network

Rafael NUfiez-Rodriguez!, Daniel Velazco-Capacho 2

Resumen: En este trabajo se presenta el desarrollo de un algoritmo detector de los niveles de clorofila
tipo Ay tipo B presente en algunas plantas, mediante el procesamiento digital de imagenes a partir de
una red neuronal convolucional. Durante el desarrollo del algoritmo se construyé un mddulo de
adquisicion de imagen de material vegetal sometido a longitudes de onda entre 430 nm y 650 nm. Este
maodulo permitio la construccion de un banco de imagenes para el preprocesamiento, entrenamiento y
validacion del desempefio de la red neuronal. Los resultados obtenidos durante el proceso de validacion
de las diferentes arquitecturas de la red neuronal convolucional, muestran que el modelo de red R1000A
presento la mayor precision a la hora de etiquetar las muestras de material vegetal parametrizado, con un
valor del 98,22% de precision. Estos resultados indican que para la clasificacion de niveles de clorofila
gue no requieran gran exactitud, una red neuronal convolucional puede realizar esta labor de manera
adecuada si se entrena con una cantidad de muestras superior a 1000 imagenes, un batch size de 100 y

una tasa de aprendizaje de 0.0001.
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Abstract: In this work, it is presented the development of a detector algorithm of chlorophyll type A and
type B levels present in some plants, by means of digital image processing from a convolutional neuronal
network. During the development of the algorithm, an image acquisition module of plant material
subjected to wavelengths between 430 nm and 650 nm was built. This module allowed the construction
of an image bank for pre-processing, training and validation of the performance of the neural network.
The results obtained during the validation process of the different architectures of the convolutional
neuronal network, show that the R1000A network model presented the highest precision when labeling
the samples of parameterized vegetable material, with a value of 98.22% of precision. These results
indicate that for the classification of chlorophyll levels that do not require high accuracy, a convolutional
neuronal network can perform this task adequately if trained with a number of samples higher than 1000

images, a batch size of 100 and a learning rate of 0.0001.
Keywords: Chlorophyll, Plant material, Digital image processing, Convolutional neural network.
1. Introduccién

Actualmente, el uso de la tecnologia se ha extendido a muchos campos de la actividad humana [1]. Uno
de estos campos es la agricultura, donde modernos equipos han facilitado en gran manera a la
proliferacion de cultivos en todo el mundo, y no sélo eso, también han dado paso a la creacion de nuevas
especies de vegetales con mejores valores alimenticios. Un ejemplo del uso de las nuevas tecnologias en
el campo agricola es la deteccion de enfermedades en las plantas mediante procesamiento digital de
imagenes y redes neuronales convolucionales [2]. Dichas redes neuronales se han convertido en
algoritmos muy empleados para el disefio de programas de aprendizaje automatico, en el que un sistema
aprende a realizar tareas de clasificacion directamente a partir de imagenes, videos, textos o sonidos [3].

Estas redes son Utiles para detectar patrones en imagenes que permitan reconocer objetos, rostros o



escenas [4]. Gracias a estas caracteristicas se elige las redes neuronales convolucionales como una buena
opcidn para el disefio de un algoritmo que sea capaz de detectar enfermedades de forma temprana en las
hojas, mediante la deteccion del nivel de clorofila presente. La clorofila A y B absorbe en gran medida
la longitud de onda entre 460 nm y 645 nm [5]. En [6] se evalUa el efecto que causa la emision de luz por
parte de LED en plantaciones de chile serrano. Las semillas se expusieron a luz blanca, azul y roja, siendo
controladas por luz fluorescente, con un fotoperiodo de 11 a 13 horas. Se pudo demostrar que la longitud
de la hoja y el ancho de tallo se vieron favorecidos por la luz roja, en cambio, la luz led azul aumento la
cantidad de follaje. Aquellas plantas irradiadas con luz azul presentaron mayor cantidad de pigmentos
fotosintéticos (Carotenoides= 0.12 mg g-1, Clorofila= 0.84 mg g-1). En este sentido, es valido afirmar
que las longitudes de onda azul y roja afectan de manera significativa la produccion de clorofila por parte
de las plantas. Por tanto, estos resultados se pueden aprovechar para plantear estrategias que permitan
determinar con cierto grado de precision, el estado de salud de una planta y deteccién temprana de
enfermedades en funcién de la concentracion de clorofila con base a la cantidad de luz roja y azul que
una hoja puede absorber. Es por ello que se plantea el desarrollo de un algoritmo capaz de clasificar el
nivel de clorofila “A” y “B” presente en las hojas en tres niveles posibles: alto, medio y bajo; en donde
principalmente, se elabora una base de datos a partir de imagenes tomadas por medio un dispositivo que
irradia luz con longitud de onda entre 460 nm y 645 nm. Seguido, estas imagenes son utilizadas para
proceso de entrenamiento y validacion de la red neuronal convolucional con el fin de elaborar un

algoritmo capaz de clasificar la concentracion de clorofila.
2. Materiales y Métodos

Para el desarrollo del algoritmo se plantea inicialmente la construccion del modulo de adquisicion de
iméagenes, el cual estd compuesto por fuentes de emision de luz con longitud onda entre 460 nm y 645
nm, circuito driver para gestion de los LED y un dispositivo de captura de imagines con interfaz USB.

Este modulo permite generar las imagenes de las muestras del material vegetal con diferentes longitudes



de onda para su posterior preprocesamiento. A partir de este banco de iméagenes, se construye la
arquitectura de la red neuronal convolucional con sus respectivas etiquetas de salida y demas parametros

de entrenamiento para su posterior entrenamiento y validacion.
2.1. Banco de imagenes

Se ensambl6 un dispositivo de captura a partir de una caja en la cual se aloja fuentes de emision de luz
alineadas en contraposicion con una cdmara USB, driver de control de fuentes luminosas, esquema de
captura y envio de envio de informacion al host y, soporte de vidrié donde se ajusta el material vegetal.

En la Figura 1, se observa la estructura del modulo de captura.

Figura 1. Prototipo del mddulo de adquisicion de imagenes de muestra de material vegetal

Fuente: elaboracion propia.

Teniendo en cuenta que las muestras de material vegetal deben ser irradiadas por luz con longitud onda
entre 460 nm y 645 nm a fin de estimar el nivel de la concentracién de clorofila (Bajo, Medio, Alto), el
sistema de iluminacion se disefié de manera que, cada muestra de material vegetal fuese irradiado por 4
LED de alta intensidad y diametro de 5 mm. La distribucién de las fuentes de emision de luz se realizé a
partir de una conexién en paralelo, esto para garantizar una maxima intensidad de cada LED y asi
aprovechar su maxima potencia. El circuito de conexion se presenta en la Figura 2. A fin de modular
diferentes longitudes de onda, la potencia aplicada los LED se modula a partir de una sefial PWM (Pulse

Width Modulation).



Figura 2. Circuito driver de fuentes de iluminacion LED.
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Fuente: elaboracion propia.

De acuerdo con el adecuado funcionamiento del mddulo de adquisicion, se construye la base de datos
referente a las iméagenes de material vegetal. Dado que la estrategia se basa en la deteccion del nivel de
clorofilatipo Ay tipo B en el material vegetal, se hace necesario establecer al menos tres niveles posibles
de concentracion de clorofila; para ello, se definen las siguientes etiquetas: material vegetal verde
corresponde a un nivel alto, material vegetal amarillo corresponde a nivel medio y material vegetal
marrén a nivel bajo de clorofila. En la Figura 3 se observa el aspecto de cada material vegetal y su

respectiva etiqueta.

Figura 3. Etiquetas para los niveles de concentracion de clorofila.

Fuente: elaboracion propia.

Para la construccion del banco de imagenes se capturan 250 iméagenes de material vegetal por cada nivel
de clorofila establecido. Las hojas que se usan para el banco de imagenes pertenecen a una gran cantidad

de plantas de diferentes tipos, entre ellas se encuentran: almendron (Terminalia catappa), acacia amarilla



(Cassia siamea), el ficus (Ficus benjamina), caucho comun (Ficus elastica), pata de vaca (Bauhinia
purpdrea), lluvia de oro (Cassia fistula), pomarrosa brasilefia (Syzygium malaccense), las cuales se

presentan en la Figura 4, entre otras especies mas [7].

Figura 4. Muestra de especies de material vegetal utilizado.
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Fuente: elaboracion propia.

Para cada muestra de material vegetal seleccionado, se captura una imagen al hacer incidir irradiancia
cercana a la longitud de onda del color azul y rojo. Cada imagen se le asigna una etiqueta respecto a la
intensidad de color verde relacionado con la concentracion de clorofila. En la Figura 5 se observan

imagenes de muestra de cada etiqueta relacionada con la reflexion de longitudes de onda roja y azul.

Figura 5. Imagenes de muestra con etiqueta relacionada.
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Fuente: elaboracion propia.

2.2.  Entrenamiento Red Neuronal Convolucional

2.2.1. Preprocesamiento banco de imagenes

El algoritmo de deteccidn esta basado en la red neuronal convolucional AlexNet [8], la cual tiene como
entrada una imagen de 227 x 227 pixeles como maximo. Las imagenes obtenidas por la camara Genius
Facecam usadas en el modulo captura, tienen una resolucion de 640 x 480 pixeles, siendo esta mucho
mas grande que la maxima soportada por la CNN. Para adaptar las imagenes a la resolucidn necesaria,
se hace uso de la herramienta Matlab®, la cual permite reajustar la resolucién original de la imagen de
entrada a una de 227 x 227 pixeles, dando como resultado una nueva muestra con el tamafio requerido
para la CNN AlexNet. En la Tabla 1 se presenta el pseudocddigo para el reescalado del banco de

iméagenes.

Tabla 1. Pseudocddigo para el reescalado de banco de imégenes.

# Accion
Linea

1 Inicio Algoritmo para reescalado de
imagen

2 Guardar muestras en variable test

3 Inicio ciclo for para reescalado de
muestras

4 Incremento de la variable i
(muestras)

5 Reescalado de muestras

6 Fin del ciclo For

7 Fin Algoritmo para reescalado de
imagen

Fuente: elaboracion propia.



Una etapa de preprocesamiento adicional se realiza para seleccionar la region en la imagen donde se
presenta mayor densidad de luz roja o azul reflejada de acuerdo a la concentracion de clorofila. En la

Figura 6 se aprecia el resultado del método implementado.

Figura 6. Region de 227x227 px con mayor densidad de luz reflejada.
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Fuente: elaboracion propia.

Con un numero de 250 imagenes por etiqueta se implementa un algoritmo para rotar y reflejar las
muestras con el fin de obtener 4 veces el nimero de imagenes por nivel y aumentar la capacidad de
aprendizaje de la CNN, dando como resultado 1000 imagenes por cada nivel establecido (Alto, Medio,

Bajo).
2.2.2. Entrenamiento de Algoritmo de deteccion

En esta etapa se procede a entrenar las redes neuronales por medio de la herramienta del software de
programacion Matlab® llamada Deep Learning Toolbox. Esta Toolbox trae incorporada un esquema para
el entrenamiento de la CNN AlexNet. Con base en esto, se reajusta los pardmetros para que se adapten a
la problematica del proyecto y se procede a entrenar cada una de las redes. A continuacion, en la Tabla
2 se puede evidenciar el pseudocddigo utilizado para el entrenamiento de manera jerarquica. Durante
esta etapa, se procede a entrenar multiples redes con el fin de encontrar la que mejor precision ofrezca.

A partir de esto se entrenan 10 redes diferentes, cada una de estas, con caracteristicas Unicas, variando



entre ellas la cantidad de imagenes que se encuentran en el banco de muestras, el batch size y el tipo de

imagen.

Tabla 2. Pseudocddigo para entrenamiento de las CNN.

#
Accion
Linea
1 Inicio Algoritmo para entrenamiento de la CNN
2 Leer las carpetas con las imagenes de muestra.
3 Leer las etiquetas de cada nivel de clorofila
Separacién banco de muestras (Entrenamiento,
* Validacion)
5 Inicio de asignacidn de ajustes preliminares
6 Declarar tipo de CNN
7 Declarar capas de la CNN a usar.
8 Ingresar nimero de clases y capas a usar
9 Asignar valor del tamarfio del lote
10 Establecer método para correccion de error
11 Asignar nimero de iteraciones por época
12 Asignar nimero de épocas
13 Fin de la asignacion de ajustes preliminares
12 Iniciar entrenamiento de la CNN
13 Clasificar etiquetas con la red entrenada
14 Evaluar exactitud de la red entrenada
15 Fin Algoritmo para entrenamiento de la CNN

Fuente: elaboracion propia.



Cada una de las redes entrenada a partir del algoritmo de la Tabla 2, se comporta de manera diferente

durante su entrenamiento. En la Tabla 3 se observa cada uno de los ajustes de entrenamiento de las redes.

Tabla 3. Pseudocddigo para entrenamiento de las CNN.

Ajustes de Red
Cantidad
Modelo
Batch | de Tipo de
de red Epocas | Aprendizaje
Size imagenes imagen
por nivel
R50 10 4 0,0001 50 Reducida
R100 10 4 0,0001 100 Reducida
R150 10 4 0,0001 150 Reducida
R200 10 4 0,0001 200 Reducida
R250 50 4 0,0001 250 Reducida
R500 100 4 0,0001 500 Reducida
R750 100 4 0,0001 750 Reducida
R1000A | 10 4 0,0001 1000 Reducida
R1000B | 10 4 0,0001 1000 Recortada
R1000C | 100 4 0.0001 1000 Reducida

Fuente: elaboracion propia.

En la Figura 7, se puede visualizar la grafica de entrenamiento que arroja la funcion Transfer Learning
Using AlexNet. Esta se divide en dos, la primera de ella esta formada por tres tipos de linea, siendo la
mas clara y de color azul el comportamiento de aprendizaje de la red en cada iteracién, la linea azul

oscuro representa el comportamiento de la red, pero de manera suavizada, prediciendo el posible



comportamiento de la red para evitar cambios bruscos. Y por Gltimo la linea segmentada negra representa

el porcentaje de validacion alcanzado por la red durante esa epoca.

Figura 7. Gréfica de transferencia de aprendizaje para la CNN R50.
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Fuente: elaboracion propia.

Logrando el uso adecuado del algoritmo, se disefié una interfaz gréfica, en la cual se puede evaluar de
manera directa una muestra de material vegetal capturada por el médulo de adquisicion, permitiendo ver
la imagen en vivo iluminada por la luz roja y azul, asi como también la imagen iluminada por luz blanca.
La interfaz le permite al usuario interactuar con ella a través de mdltiples pulsadores que van desde la
captura de imégenes, hasta el apagado de la cAmara. Esta interfaz grafica se desarrollé a partir de la
herramienta GUIDE de Matlab®, la cual ofrece mdltiples alternativas y plantillas para el disefio. La

apariencia de la interfaz se observa en la Figura 8.

Figura 8. Interfaz gréfica del algoritmo detector de clorofila.

Fuente: elaboracion propia.



2.2.3. Validacion de algoritmo de deteccion

De acuerdo a los resultados del proceso de entrenamiento se realiza una etapa de validacion, en el cual
se ingresan imagenes de material vegetal capturadas por el modulo de adquisicion con el fin de
comprobar si el nivel de clorofila detectado corresponde al adecuado. Haciendo uso de la interfaz gréafica
disefiada anteriormente, el usuario captura la imagen de una muestra aleatoria, de esta manera el
algoritmo procede a ajustar la imagen para su proxima clasificacion con la CNN y dar como resultado el

nivel predicho. En la Figura 9 se observa una muestra procesada en la interfaz.

Figura 9. Muestra procesada en la interfaz gréfica.
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Como paso final, la interfaz indicara a través de un mensaje el nivel de clorofila estimado; este mensaje
se visualizara al terminar de procesar la muestra. Por otra parte, el resultado del algoritmo también
entrega como dato de salida un histograma de la imagen y la cantidad de pixeles asociados por nivel de

intensidad, tal como se muestra en la Figura 10.



Figura 10. Resultados en la interfaz gréafica.
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3. Resultados

Los datos que arrojan cada uno de los clasificadores entrenados muestran el porcentaje de exactitud y
perdida, permitiendo asi, evaluar de mejor manera, cual de estas desempefia un mejor comportamiento a
la hora de clasificar el nivel de clorofila de las muestras. Estos valores se visualizan de manera mas clara
en la Tabla 4. Tales datos permiten indicar que a medida que sube el nUmero de muestras, también
disminuye la exactitud en la validacion final, esto lleva a pensar que entre mayor sea la cantidad de
imagenes mayor va a ser la dificultad de la red a la hora de predecir las etiquetas correctas. Teniendo
claro lo anterior, se debe evidenciar que la cantidad de imégenes de entrenamiento va aumentando de

manera considerable desde la red R500.

Los datos que arroja el entrenamiento se computan a través de la ecuacion (1), que permite calcular el

valor de exactitud de la red y la ecuacion (2), utilizada para calcular el error cuadratico medio.



Modelo  Porcentaje de
de Red Exactitud
R50 97,78
R100 94,44
R150 97,04
R200 95
R250 93,78
R500 93,33
R750 93,04
R1000A 92,89
R1000B 91,89
R1000C 91.56
Precisiéon =
Perdidas =

Tabla 4. Resultados de cada modelo de red.

Cantidad de
Porcentaje
muestras por
de Perdida
nivel
0,05 50
0,5 100
0,07 150
0,1 200
0,2 250
0,18 500
0,23 750
0,31 1000
0,33 1000
0.33 1000

Fuente: elaboracion propia.

Predicciones Correctas

Total de predicciones

Total de

muestras

150
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750

1500
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(1)

(2)



Se puede establecer que entre mas muestras tenga una CNN de clasificacion, mayor sera su robustez y a
su vez, la red podra extraer un numero mas alto de caracteristicas que puede usar a la hora de predecir la
etiqueta correcta. EI nimero de muestras usado para validar aumenta segun la red, siendo para la red
R1000A, R1000B Y R1000C un numero de imagenes de validacion equivalente a 300 muestras por nivel,
mucho mas grande que las redes anteriores, haciendo mas dificil para estas conseguir mayor exactitud a
la hora de evaluar. En el diagrama de barras de la Figura 11 se observa de mejor manera como la cantidad

de imagenes es inversamente proporcional a la exactitud de la red.

Al finalizar el entrenamiento de las diferentes CNN se establecen y analizan los valores que provocan
variaciones en los distintos resultados arrojados por cada red. La cantidad de iteraciones que realiza la
CNN durante su preparacion, es afectada por la cantidad de iméagenes de entrenamiento, el ancho de talla
(batch size) y el nimero de épocas. Con un numero de épocas fijo igual a 4 en todas las redes, las variables
que afectan esa cantidad de iteraciones decaen en el nimero de imagenes de entrenamiento y el ancho de

talla. En la ecuacion (3) se planeta el célculo de este valor.

Imagenes de entrenamiento

I [ T = X N
teracines Totales Ancho de talla umero de epocas 3)

Figura 10. Resultados en la interfaz gréfica.
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Fuente: elaboracion propia.



En el entrenamiento de las distintas redes implementadas, el nUmero de iteraciones totales presenta una
fuerte variacion. En la Tabla 5 se puede apreciar cdmo cambia ese nimero dependiendo de las variables

mencionadas anteriormente.

Tabla 5. Variacion en la cantidad de iteraciones.

Modelo de # de #de Batch  Iteraciones

Red muestras Epocas size
R50 150 4 10 40
R100 300 4 10 84
R150 450 4 10 124
R200 600 4 10 168
R250 750 4 50 40
R500 1500 4 100 40
R750 2250 4 100 60

R1000A 3000 4 10 840

R1000B 3000 4 10 840

R1000C 3000 4 100 84

Fuente: elaboracion propia.

La transferencia de la red con un batch size de 10 oscila de manera méas brusca, a comparacion de la red
con un batch size de 100. Un reajuste de los pesos mas frecuente, puede ocasionar que la red no logre

estabilizarse durante su entrenamiento, pero esto no quiere decir que la CNN no alcanzara un valor alto



de exactitud, puesto que, en alguno de esos ajustes de pesos, la red puede encontrar un valor que se ajuste

de manera eficaz, logrando asi alcanzar un valor de exactitud alto y por lo tanto una estabilizacion final.

A partir de los resultados de entrenamiento se procede a evaluar cada una de las redes con nuevas
muestras con el fin de validar su funcionamiento y observar qué porcentaje de exactitud arrojan ante
nuevas imagenes. Para esto, se hace uso de un banco de imagenes de prueba, el cual consta de 250
muestras por cada nivel de clorofila, dando como total 750 iméagenes de validacion. Los resultados que

muestran las 10 redes se pueden observar en la Tabla 6.

Tabla 6. Exactitud e las CNN en la asignacion de etiquetas.

Imagenes | Exactitud en
Modelo de
de asignacion
Red
validacion | de etiquetas
R50 750 74,44
R100 750 94,84
R150 750 96,00
R200 750 95,56
R250 750 95,21
R500 750 95,11
R750 750 96,89
R1000A 750 98,22
R1000B 750 95,36
R1000C 750 96,52

Fuente: elaboracion propia.



De acuerdo a los datos de la Tabla 6, la red que mayor porcentaje de exactitud presento es la R1000A,
esto se debe a la cantidad de imagenes y el tipo de ajuste usado para su entrenamiento, dando una mayor
certeza a la hora de asignar etiquetas a nuevas muestras. De otra forma, la red R50 presenta un bajo
porcentaje de exactitud consecuencia de su bajo nimero de imagenes de entrenamiento. A partir de esto,
se puede decir que la red R1000A es la que mas se adecua a la problematica establecida, permitiendo al
usuario establecer el nivel de clorofila (Alta, Media, Baja) tipo ‘A’ o ‘B’ que s¢ encuentra en la muestra,
con ayuda de la red seleccionada y el uso del dispositivo de adquisicion de muestras, se obtiene un grado

de exactitud de 98.22 %.
4. Conclusiones

La emision de luz roja y azul sobre una muestra de material vegetal permite resaltar de mejor manera las
caracteristicas de las plantas que contienen clorofila ‘A’ o ‘B’, debido a la capacidad de este pigmento
de absorber o reflejar estas longitudes de onda dependiendo de su nivel de clorofila. El uso de un médulo
que aisle la luz exterior e iluminé la muestra con luz roja y azul se ajusta muy bien a la problematica,

permitiendo resaltar de mejor manera las caracteristicas de la muestra, invisibles al ojo humano.

A la hora de entrenar una CNN se obtienen mejores resultados, entre mayor sea el nimero de imagenes

que se usen para su entrenamiento. Esto sucede, debido a que, entre mas muestras

se ingresen a la red esta podra extraer mas caracteristicas y volverse de esta manera, mas ajustada y

exigente a la hora de clasificar una muestra. Es importante no exceder esa tasa de

sobre ajuste, porque, esto puede llevar a que la exactitud final de la red decaiga en gran manera y el
tiempo de entrenamiento aumente considerablemente.
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